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Regresión lineal esparsa

Buscamos una solución esparsa de:

arg min
x∈Rn

1

2
∥Ax − b∥22, A ∈ Rm×n, b ∈ Rm.

Situación ideal (penaliza soluciones poco esparsas):

arg min
x∈Rn

{
1

2
∥Ax − b∥22 + λ∥x∥0

}
, ∥x∥0 = #{i ∈ {1, . . . , n} / xi ̸= 0}.

Dif́ıcil de resolver. Alternativa convexa (que fomenta esparsidad):

arg min
x∈Rn

{
1

2
∥Ax − b∥22 + λ∥x∥1

}
, ∥x∥1 :=

n∑
i=1

|xi | convexa.

No es una buena aproximación de ℓ0. En particular penaliza
soluciones con coordenadas grandes (bias en soluciones).
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Alternativa: aproximaciones no convexas de ℓ0

min
x∈Rn

{
1

2
∥Ax − b∥22 +

n∑
i=1

R(xi )

}
.

Buscamos R que se aproxime a ℓ0. Le pedimos que:

fomente la esparsidad,

no penalice valores grandes de las coordenadas,

sea continua (estabilidad del modelo).

Example (Capped ℓ1)

R(x) =

{
|x |, |x | ≤ λ
λ, |x | > λ

=

= |x |1{|x |≤λ} + λ1{|x |>λ}.
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Ejemplos de funciones de penalización

* Capped ℓp:

R(x) = |x |p1{|x |≤λ} + λp1{|x |>λ}, p > 0

* Smoothly Clipped Absolute Deviation (SCAD) [Fan, Li, 2001]:

R(x) = λ|x |1{|x|≤λ}−
(
λ2 − 2γλ|x |+ x2

2(γ − 1)

)
1{λ<|x|≤γλ}+

(γ + 1)λ2

2
1{|x|>γλ}

* Minimax Concave Penalty (MCP) [Zhang, 2010]:

R(x) =

(
λ|x | − x2

2γ

)
1{|x|≤γλ} +

γλ2

2
1{|x|>γλ}, γ > 0

* Continuous Exact ℓ0 (CEL0) [Soubies, Blanc, Aubert, 2015]:

R(x) = λ− γ2

2

(
|x | −

√
2λ

γ

)2

1{|x|≤
√

2λ
γ

}, γ > 0
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Funciones de penalización

Los ejemplos anteriores son funciones polinomiales a trozos.

Idea del art́ıculo:

min
x∈Rn

{
1

2
∥Ax − b∥22 +

n∑
i=1

R(xi )

}
.

1 Reemplazar la penalización polinomial a trozos R por un
polinomio y ciertas restricciones polinomiales.

2 Esto da un problema de optimización polinomial, para el que
existen métodos de optimización global.

3 Resolver el problema de optimización polinomial.
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Penalización polinomial a trozos

Una función polinomial a trozos es de la forma:

R(x) =
N∑
i=1

gi (x)1{σi−1≤x<σi}, x ∈ R;

con gi polinomios, y σi una secuencia creciente de escalares:

−∞ ≤ σ0 < σ1 < . . . < σN−1 < σN ≤ ∞.

Example (Capped ℓp con λ = 1: R(x) = |x |p1{|x |≤1} + 1{|x |>1})

σ0 = −∞, σ1 = −1, σ2 = 0, σ3 = 1, σ4 = ∞.

g0(x) = 1, g1(x) = (−x)p, g2(x) = xp, g3(x) = 1.

R(x) = 1{−∞≤x<−1}+(−x)p1{−1≤x<0}+ xp1{0≤x<1}+1{1≤x<∞}.
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Forma polinomial equivalente

Proposición

Polinomial a trozos ⇔ polinomio y restricciones polinomiales.

Se definen z(i), tales que:

z(i) =

{
1, σi ≤ x
0, σi > x

= 1{σi≤x}, ∀ i = 1, . . . ,N.

Se cumple: z(i) = 1{σi≤x} ⇔
{

z(i)
(
1− z(i)

)
= 0,(

z(i) − 1
2

)
(x − σi ) ≥ 0

.

Por otro lado: 1{σi−1≤x<σi} = z(i−1)
(
1− z(i)

)
. Por lo tanto:

R(x) =
N∑
i=1

gi (x)1{σi−1≤x<σi} =
N∑
i=1

gi (x)z
(i−1)

(
1− z(i)

)
;

con z(i) tal que: z(i)
(
1− z(i)

)
= 0, y

(
z(i) − 1

2

)
(x − σi ) ≥ 0, ∀ i .
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z(i) =

{
1, σi ≤ x
0, σi > x

= 1{σi≤x}, ∀ i = 1, . . . ,N.

Se cumple: z(i) = 1{σi≤x} ⇔
{

z(i)
(
1− z(i)

)
= 0,(

z(i) − 1
2

)
(x − σi ) ≥ 0

.

Por otro lado: 1{σi−1≤x<σi} = z(i−1)
(
1− z(i)

)
. Por lo tanto:

R(x) =
N∑
i=1

gi (x)1{σi−1≤x<σi} =
N∑
i=1

gi (x)z
(i−1)

(
1− z(i)

)
;

con z(i) tal que: z(i)
(
1− z(i)

)
= 0, y

(
z(i) − 1

2

)
(x − σi ) ≥ 0, ∀ i .
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Ejemplo: Capped ℓp con λ = 1

Recordar:

z(i) =

{
1, σi ≤ x
0, σi > x

= 1{σi≤x}.

En el caso general, esto implica:

σ0 = −∞ ⇒ z(0)(x) = 1, ∀ x , σN = ∞ ⇒ z(N)(x) = 0, ∀ x .

Para Capped ℓp, con λ = 1: R(x) = |x |p1{|x |≤1} + 1{|x |>1} ⇔

R(x) = (1− z(1)) + (−x)pz(1)(1− z(2)) + xpz(2)(1− z(3)) + z(3)

z(i)(1− z(i)) = 0,
(
z(i) − 0.5

)
(x − σi ) ≥ 0, ∀ i = 1, 2, 3
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Optimización polinomial

Usando lo anterior (en cada coordenada xt), el problema original

arg min
x∈Rn

{
1

2
∥Ax − b∥22 +

n∑
t=1

R(xt)

}
,

equivale a un problema de optimización polinomial:

argmin
x ,z

{
1

2
∥Ax − b∥22 +

n∑
t=1

N∑
i=1

gi (xt)z
(i−1)
t

(
1− z

(i)
t

)}
, s.t.

z
(i)
t

(
1− z

(i)
t

)
= 0,

(
z
(i)
t − 1

2

)
(xt − σi ) ≥ 0, ∀ i = 1 : N, t = 1 : n.

Existen métodos para estimar un ḿınimo global:

RLT: Reformulation Linearization Technique (LPs con B.B.).

Lasserre-Parrilo (sucesión de SDPs, asociadas a SOS).
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Simulaciones: modelo

Se generan datos usando el modelo y = Ax + w , con:

w ruido gaussiano blanco,

A matriz de tipo banda Toeplitz: A =


a2 a1 0 0
a3 a2 a1 0
0 a3 a2 a1
0 0 a3 a2
0 0 0 a3


(correspondiente a un filtro de convolución gaussiana),

x ∈ Rn, n = 200, con coordenadas xt ∼ U[6/10, 1].

Parámetro γ de las funciones de penalización R(xt):

MCP: γ = 0.5; SCAD: γ = 2.1;

CEL0: norma de la columna t de A (para cada xt).
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Parámetro γ de las funciones de penalización R(xt):

MCP: γ = 0.5; SCAD: γ = 2.1;

CEL0: norma de la columna t de A (para cada xt).



Regresión lineal Aproximaciones Forma polinomial Simulaciones Jerarqúıa SDP Referencias

Simulaciones: modelo

Se generan datos usando el modelo y = Ax + w , con:

w ruido gaussiano blanco,

A matriz de tipo banda Toeplitz: A =


a2 a1 0 0
a3 a2 a1 0
0 a3 a2 a1
0 0 a3 a2
0 0 0 a3


(correspondiente a un filtro de convolución gaussiana),

x ∈ Rn, n = 200, con coordenadas xt ∼ U[6/10, 1].
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Compara con tres algoritmos de optimización local:

Forward-Backward (FB): criterio “greedy” para incorporar
(forward) o quitar (backward) coordenadas no nulas al
modelo, según variación de la función objetivo.

Iteratively Re-weighted ℓ1 (IRL1):

x (k) = argmin
x

{
1

2
∥Ax − b∥22 + λ∥W (k)x∥1

}
,

w
(k+1)
t =

1

|x (k)t |+ ϵ
, ∀ t = 1, . . . , n.

Descenso por Coordenadas (CD).

El algoritmo propuesto utiliza orden de jerarqúıa SDP k = 3.
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Regresión lineal Aproximaciones Forma polinomial Simulaciones Jerarqúıa SDP Referencias
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Resultados experimentales

Tres condiciones iniciales: aleatoria, cero, y el valor real x̄ .

Compara métodos evaluando sol. en: 1
2∥Ax − b∥22 + 1

10∥x∥0.

Resultado de métodos locales vaŕıa con la condición inicial.

El método propuesto es siempre el de menor valor.
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El método propuesto es siempre el de menor valor.



Regresión lineal Aproximaciones Forma polinomial Simulaciones Jerarqúıa SDP Referencias
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Optimización polinomial con Lasserre-Parrilo (2001)

En todo problema de optimización, el valor ḿınimo global cumple:

p∗ := min
x∈K

p(x) =

{
max
x ,λ

λ, s.a: p(x)− λ ≥ 0, x ∈ K

}
.

Problema polinomial: minimizar polinomio p, en conjunto factible

K := {x ∈ Rn / pi (x) ≥ 0}, con pi polinomios.

Theorem (Putinar, 1993)

Si q es polinomio positivo en K = {x ∈ Rn / pi (x) ≥ 0}, entonces:

q = s0 + s1p1 + . . .+ smpm, con si suma de cuadrados (SOS).

Relajación en SOS:

pk := max
x ,λ

λ, s.a: p(x)− λ = s0 + s1p1(x) + . . .+ smpm(x);

con si suma de cuadrados, y deg(sipi ) ≤ 2k.
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pk := max
x ,λ

λ, s.a: p(x)− λ = s0 + s1p1(x) + . . .+ smpm(x);

con si suma de cuadrados, y deg(sipi ) ≤ 2k.
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Optimización polinomial con Lasserre-Parrilo (2001)

Relajación SOS (de orden 2k):

pk := max
x ,λ

λ, s.a: p(x)− λ = s0 + s1p1(x) + . . .+ smpm(x);

con si suma de cuadrados, y deg(sipi ) ≤ 2k.

pk es cota inferior de p∗ (por ser relajación),

pk es creciente con el orden k de la relajación.

Problema SDP surge de la condición de suma de cuadrados.
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SOS expresada como Programación Semidefinida (SDP)

Optimización lineal (LP):

min
x∈Rn

cT x , s.a: aTj x = bj , j = 1, . . . ,m, xi ≥ 0, ∀ i .

Optimización Semidefinida (SDP):

min
X∈Rn×n

tr(CTX ), s.a: tr(AT
j X ) = bj , j = 1, . . . ,m, X ≽ 0.

Ejemplo de SDP: n = 3, m = 1:

min
X∈R3×3

x11 + 4x12 + 6x13 + 9x22 + 7x33, s.a.

x11 + 2x13 + 3x22 + 14x23 + 5x33 = 11, X =

x11 x12 x13
x12 x22 x23
x13 x23 x33

 ≽ 0.

SDP es convexo. Solución global con métodos de punto interior.
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SOS expresada como Programación Semidefinida (SDP)

Sea [x ]k vector con monomios de n variables y grado ≤ k .

Por ejemplo, para n = 2 variables, y grado ≤ k = 3:

[x ]3 = [1, x1, x2, x
2
1 , x1x2, x

2
2 , x

3
1 , x

2
1x2, x1x

2
2 , x

3
2 ]

T .

Theorem

Polinomio p de n variables y grado ≤ 2k es suma de cuadrados sii

p(x) = [x ]Tk M[x ]k ;

para alguna matriz M ∈ RN×N semi-definida positiva, N := Cn+k
k .

Igualando coeficientes de cada monomio, se obtienen
restricciones lineales en Mij .

Recuperar p como SOS usando M = LLT (Choleski):

p(x) = [x ]Tk
(
LLT

)
[x ]k = ∥LT [x ]k∥22 =

∑
i

(
LT [x ]k

)2
i
.
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